
Metoda maksimalne entropije in 
linearna napoved

12. naloga pri predmetu Modelska analiza
Domen Vaupotič

V nalogi se bomo ukvarjali z drugačno metodo izračunavanja spektralne gostote moči in metodo linearne 
napovedi. Da bomo razumeli obe metodi, moramo začeti pri digitalnih signalih in digitalnih filtrih v časovni 
domeni (medtem ko smo se v 10. nalogi ukvarjali s filtri v frekvenčni domeni). Filtriranje v časovni domeni je 
pomembno in smiselno takrat, ko moramo vhodne podatke v realnem času filtrirati in pridelovati izhodne 
podatke. Najpomembnejša skupina digitalnih filtrov so linearni filtri. Naj vhodne podatke predstavlja zaporedje 
xk, izhodne pa yn. Linearni filter prideluje izhod tako, da jemlje pretekle vhodne in pretekle izhodne podatke:

yn = ∑k=0
P ck xn-k - ∑j=0

Q d j yn- j-1,

pri čemer so koeficienti ck in d j fiksni ter določajo odziv filtra. Glede na te koeficiente lahko filtre razdelimo v dve 

skupini:

◼ nerekurzivni filtri (filtri s končno odzivno funkcijo, FIR),

◼ rekurzivni filtri (filtri z neskončno odzivno funkcijo, IIR).

Iz predpisa za linearni filter lahko z diskretno Laplaceovo transformacijo (Z-transformacijo) pridelamo odzivno 
funkcijo v “frekvenčnem” z-prostoru, ki sedaj zajema celotno kompleksno ravnino.

[xn] = X(z) = ∑n=-∞
∞ xn z-n, z = 2π  f Δ

ℋ(z) = Y(z)
X(z)

=
∑k=0

P ck z-k

1 -∑j=0
Q d j z- j+1

 

Pri načrtovanju digitalnih filtrov se običajno v praksi srečamo z inverznim problemom, torej najti (čim manjši) 
nabor koeficientov a j in bk, tako da z njimi čim bolje opišemo želeno prenosno funkcijo. Linearne filtre bomo v tej 

nalogi uporabili v dva namena: za linearno napoved in za izračun spektralne gostote moči. 

Linearni modeli

Zamislimo si, da imamo nabor meritev yα, ki so zašumljene prave vrednosti y
α

:

yα = y
α
+ nα.

Sedaj želimo sestaviti linearni model, ki bo iz danih meritev pridelal najboljšo možno oceno, y, za neko pravo 
vrednost y

*
:

y = ∑αd*α yα,
pri čemer so d*α za zdaj še neznani koeficienti modela. Odvisni so od izbrane točke, ki jo želimo oceniti. Ta je 
lahko ena izmed že obstoječih točk (v tem primeru model deluje kot optimalni filter), lahko pa leži zunaj območja 
meritev (torej model uporabimo za linearno napoved). Napako med pravo vrednostjo in našo oceno označimo z ℰ:

ℰ = y
*
- y.

Sedaj v statističnem smislu minimizirajmo kvadrat odstopanja:

ℰ2 = y
*
- ∑αd*α yα

2 = ∑α∑β ϕαβ + ηαβ d*α d*β - 2∑αϕ*α d*α + 〈y

*

2
〉 =

! min.,

pri čemer smo uvedli nove oznake za korelacijske funkcije: ϕαβ = y

α

y
β
, ηαβ = nα nβ, ϕ*α = y


*

y
α
. Z vprašanjem, 

kako izračunati te prav tako neznane količine, se bomo ukvarjali pozneje. Minimizirajmo napako:
ℰ2

d*α
= 2∑β ϕαβ + ηαβ d*β - 2ϕ*α = 0,

∑β ϕαβ + ηαβ d*β =ϕ*α.

Dobili smo sistem linearnih enačb (za vsak α), s katerimi lahko izračunamo koeficiente d*β. Naš približek za točno 

vrednost se torej glasi:
y = ∑α∑βϕ*α[ϕ + η]αβ

-1 yβ.

Sedaj obdelajmo najpogostejši primer linearne napovedi, ko imamo N enakomerno razmaknjenih točk yi in 
želimo z uporabo M vrednosti napovedati M + 1-vo vrednost. Predpostavimo, da je proces stacionaren, torej je 
avtokorelacijska funkcija odvisna samo od razdalje med točkama:

ym yn = y


m+i yn+i =ϕi.

Najti moramo dobro oceno za avtokorelacijsko funkcijo ϕi. To v resnici ni trivialen problem in linearna napoved je 
zelo občutljiva na način, s katerim izračunamo avtokorelacijsko funkcijo. Poslužimo se vseeno običajne nepris-
transke ocene:

ϕi ≈
1

N-i ∑n yn yn-i.

 Sistem enačb za koeficiente se sedaj nekoliko poenostavi:
 ∑jϕ j-k d j =ϕk.

Ta sistem lahko rešimo kot vsak drugi linearni sistem (sicer ga imenujemo Yule-Walkerjev sistem). Oglejmo si ga v 
matrični obliki:

 

ϕ0 ϕ1 ϕ2 ... ϕM-1

ϕ1 ϕ0 ϕ1 ... ϕM-2

⋮ ⋮ ⋮ ⋮

ϕM-1 ϕM-2 ϕM-3 ... ϕ0

d1

d2

⋮

dM

=

ϕ1

ϕ2

⋮

ϕM

.

Leva matrika je Toeplitzova (to lastnost lahko uporabimo, če želimo časovno optimizirati reševanje sistema). 
Rešitev tega sistema so koeficienti d j, ki jih uporabimo za napoved nove vrednosti:

yn = ∑j d j yn- j.

Če smo z dano velikostjo linearne napovedi dovolj dobro minimizirali odstopanje, potem lahko isti nabor koefi-
cientov uporabimo za napoved več novih vrednosti. V zgornji enačbi lahko sedaj prepoznamo linearni (rekurzivni) 
filter, in sicer takšnega, ki uporablja samo pretekle izhode. 
Poračunajmo še napako:

ℰ2 = y
*
- ∑αd*α yα

2 = ϕ0 -ϕ1 d0 -ϕ2 d1 - ... -ϕM dM-1.

Za dano linearno napoved si moramo še zagotoviti, da je stabilna. Nerekurzivni filtri (FIR) so zmeraj stabilni, 
medtem ko so nerekurzivni (IIR) lahko nestabilni. Stabilnost si lahko predstavljamo kot omejenost filtra: če 
ugasnemo vhod v filter, mora po nekaj korakih tudi izhod filtra postati ničeln. Izkaže se, da je ta pogoj ekvivalten 
pogoju, da ležijo ničle karakterističnega polinoma (oziroma poli danega filtra) znotraj enotske kompleksne 
krožnice:

zN - ∑j=0
N-1 d j z(N-1)- j = 0 → z ≤ 1.

Nobenega zagotovila nimamo, da bodo koeficienti d j zares vodili v stabilni filter. Če se zgodi, da kateri izmed 

polov ne leži znotraj enotske krožnice (kar je lahko posledica prekratega signala, izrazitega trenda v signalu ali 
zaokrožitvenih napak), moramo koeficiente nekoliko prilagoditi. To običajno naredimo tako, da pol ročno pre-
maknemo v notranjost krožnico:

zi→ zi /zi   ali   zi→ 1 /zi.

Sestavimo sedaj algoritem za linearno napoved.

IzracunajPole[_] := Flatten@Values@NSolve1 - 

i=1

Length@

 〚i〛 z-i  0, z

LinearnaNapoved[y_, M_, p_] := Module{, ϕ, Φ, , , , , ℰ2},

 = Length@ y;

(* Avtokorelacija *)

ϕ = ListCorrelate[y, y, {1, 1}, 0] / Reverse@Range[];

(* Yule-Walkerjev sistem *)

Φ = ToeplitzMatrix[Take[ϕ, M]];

 = Array[d, M];

 = Values@First@Solve[Φ.  ϕ〚2 ;; M + 1〛, ];

(* Izračun polov *)

 = IzracunajPole[];

(* Napoved novih vrednosti *)

 = PadRight[y,  + p];

Do〚 + i + 1〛 = 

j=1

M

〚 - M + i + j〛 〚-j〛, {i, 0, p - 1};

(* Izračun napake *)

ℰ2 = ϕ〚1〛 - ϕ〚2 ;; M + 1〛.;

"Napoved"  , "Koeficienti"  , "Poli"  , "Napaka"  ℰ2

;

Uporabimo linearno napoved na sinusnem signalu z M = 5.
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M = 5

Opazimo težavo: dve izmed ničel ležita malenkost izven enotske krožnice. To opazimo tudi v napovedi, ki je 
nestabilna in eksponentno narašča. Popravimo koeficiente.

PopraviKoeficiente[_] := Module{, 2},

 = IzracunajPole[ ] /. _ 
1

Conjugate[]
/; Abs[] > 1;

2 = Drop[Reverse@CoefficientList[Times @@ ((z - #) & /@ ), z], 1];

"Koeficienti"  2, "Poli"  


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Napoved je zdaj stabilna, vsi poli ležijo v notranjosti krožnice, vendar se zdi, da da smo slabo zadeli frekvenco 
signala. Poskusimo sedaj še z drugačnim izračunom avtokorelacijske funkcije, in sicer s pristransko oceno:

ϕi ≈
1
N ∑n yn yn-i.

Dodatno lahko upoštevamo še necentriranost signala:
ϕi ≈

1
N-i ∑n (yn - y) (yn-i - y).
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M = 5

Zanimivo! Sedaj semo brez težav in prilagajanja koeficientov dobili stabilni filter! Oglejmo si sistematično štiri 
različne metode za prileganje filtra:

◼ kovariančna metoda

◼ minimizacija vnaprejšnje (forward) napovedi

◼ nepristranska ocena ϕi

◼ lahko vodi v nestabilni model 

◼ Yule-Walkerjeva metoda

◼ minimizacija vnaprejšnje napovedi

◼ pristranska ocena ϕi

◼ zmeraj vodi v stabilni model

◼ modificirana kovariančna metoda

◼ minimizacija vnaprejšnje in povratne (backward) napovedi

◼ lahko vodi v nestabilni model

◼ Burgova metoda

◼ minimizacija vnaprejšnje in povratne napovedi

◼ zmeraj vodi v stabilni model

Do sedaj smo uporabili kovariančno in Yule-Walkerjevo metodo. Vse štiri metode minimizirajo kvadrat napake, 
vendar zadnji dve upoštevata tudi napako povratne napovedi (torej napovedovanje signala nazaj iz vnaprejšnjih 
meritev). Vidimo tudi, da dve izmed metod lahko vodita v nestabilne linearne modele. Vse štiri metode najdemo v 
okolju MATLAB pod imeni arcov, armcov, aryule in arburg. 

Preden nadaljujemo, si oglejmo, kakšno povezavo imajo linearni filtri s stohastičnimi modeli za opisovanje 
časovnih vrst. Predstavljajmo si, da opazujemo nek časovni proces (npr. gibanje cene delnice, temperatura zraka, 
gladina morja ...). Če je proces (šibko) stacionaren, potem obstaja zelo prikladen in varčen model, s katerim ga 
lahko poskusimo opisati. Imenuje se model ARMA (autoregressive–moving-average model). Zapišemo ga kot:

yt = c + ϵt + ∑i=1
p ai yt-i + ∑i=1

q bi ϵt-i,
pri čemer je c neka konstanta, ai in bi parametri, ϵt pa predstavlja naključno žreban beli šum z varianco ν, torej 
ϵt (0, ν). Model ARMA si torej lahko predstavljamo kot linearni filter, pri čemer so vhodni podatki naključen 
šum. Če so v modelu prisotni samo koeficienti ai, potem model imenujemo AR(p), če pa samo bi, pa MA(q), v 
splošnem pa ARMA(p, q). 

Oglejmo si sedaj, kako izgledajo realizacije takšnih modelov. V Mathematici lahko tvorimo splošni ARMA proces s 
predpisom:

ARMAProcessc, a1, a2, ..., ap, b1, b2, ..., bq, ν

Spodaj so prikazane tri realizacije nekega procesa ARMA.
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ARMAProcess[3, {-0.1, 0.8}, {0.4}, 5]

Tvorimo sedaj časovno vrsto z znanimi parametri v modelu AR in si oglejmo, kako dobro naš algoritem za napove-
dovanje oceni parametre modela.
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ARProcess[{-0.1, 0.2, -0.09}, 0.1]⟶ ARProcess[{-0.11, 0.26, -0.094}, 0.1]

Vidimo, da algoritem dobi smiseln približek za parametre modela.  Napoved modela seveda hitro pojenja, ker ne 
uporabljamo vhoda (šuma).

V Mathematici lahko isto dosežemo s funkcijo FindProcessParameters. Oglejmo si, kakšne metode reševanja 
ponuja ter njihove rezultate na istem sinusnem signalu pri prileganih 3 parametrih.

metoda d1 d2 d3 〈ℰ2〉

MethodOfMoments

LevinsonDurbin -0.1129 0.2615 -0.08581 0.09962

FindRoot -0.1129 0.2615 -0.08581 0.09962

MaximumConditionalLikelihood -0.1086 0.2626 -0.08733 0.09884

SpectralEstimator -0.1132 0.2588 -0.084 0.09987

Burg -0.1118 0.2639 -0.08774 0.09942

lastna implementacija -0.1129 0.2615 -0.08581 0.09962

točna vrednost -0.1 0.2 -0.09 0.1

Naša lastna implementacija je torej, kot lahko razberemo pri implementaciji, metoda momentov (torej prilega 
momente porazdelitve). Opazimo sicer, da metode dajo primerljive, a ne identičnih rezultate.

Rezultati so še bolj različni, če metode primerjamo na sinusnem signalu.

metoda d1 d2 d3 d4 〈ℰ2〉

MethodOfMoments

LevinsonDurbin 1.463 -0.2347 -0.09722 -0.1989 0.00064

FindRoot 1.463 -0.2347 -0.09722 -0.1989 0.00064

MaximumConditionalLikelihood 1.726 -0.07921 -1.203 0.5131 4.178 × 10-6

SpectralEstimator 1.293 -0.02851 -0.01507 -0.3299 0.0002665

Burg 3.922 -5.846 3.921 -0.9996 1.833 × 10-12

lastna implementacija 1.544 -0.1958 -0.4043 0.0006664
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Spektralna gostota

Druga uporaba linearnih modelov pa je izračun spektralne gostote moči. To smo naredili sicer naredili že v 10. 
nalogi, kjer smo v ta namen uporabili diskretno Fourierovo transformacijo, spektralna gostota moči pa je bila 
kvadrat Fourierovih koeficientov. Izkaže pa se, da ta metoda (imenovana tudi periodogram) ni edina možna, niti 
najprimernejša. Namesto Fourierove transformacije uporabimo diskretno Laplaceovo (Z-transformacijo), s čimer 
razširimo območje frekvenc iz Nyquistovega intervala -fc < f < fc na celotno kompleksno ravnino:

z = 2π  f Δ,
pri čemer je Δ časovni interval vzorčenja. Periodogram lahko sedaj zapišemo kot:

P(f ) = ∑k=-N/2
N/2-1 ck zk

2.

To seveda ni točna spektralna gostota moči za opazovani pojav, temveč le ocena. Boljšo oceno bi lahko dobili, če 
bi vključili celotni nabor koeficientov:

P(f ) = ∑k=-∞
∞ ck zk

2.

Funkcija P(f ) ima lahko v kompleksni ravnini ničle, zato ta pristop imenujemo metoda all-zeros. Še boljši približek 
bomo dobili, če bomo funkcijo aproksimirali z racionalno funkcijo:

 P(f ) =
∑k=-∞
∞ ak zk

2

∑k=-∞
∞ bk zk

2 .

Ta model sovpada s procesom ARMA, če števec postavimo na konstanto in pustimo le imenovalec, pa dobimo 
model all-poles oziroma avtoregresivni model (AR). Prednost polov je ta, da lahko z njimi zelo dobro opišemo zelo 
ozke in ostre spektralne črte (kot aproksimacijo delta funkcije), kar pa težko storimo z modelom all-zeros. 
Kako določimo ustrezne koeficiente v aproksimaciji spektralne gostote moči? Naš proces, ki ga opazujemo, 
moramo razumeti kot linearni filter, ki kot vhod sprejme naključni šum. Spektralna gostota moči za izhod bo torej 
produkt spektralne gostote moči filtra in šuma. Ker je šum Gaussov, je njegova spektralna gostota moči delta 
funkcija, zato potrebujemo samo ustrezni normalizacijski predfaktor, ki podaja jakost šuma (RMS):

P(f ) = ℋ(f )2 ν2 =
ν

1-∑j=0
P-1d j z- j+1

2
.

Ključna lastnost te metode je zveznost dobljenega spektra (medtem ko pri periodogramu dobimo vrednosti le pri 
diskretnih frekvencah). Zgodi pa se lahko, da se pri tej metodi vrh razcepi na dva vrha. 

SpektralnaGostotaAR[y_, p_, Δ_ : 1] := Module{ln},

ln = LinearnaNapoved2[y, p, 1];

Abs
1

1 -∑j=1
p

ln["Koeficienti"]〚j〛 z-j

2

ln["Napaka"] /. z  
2 π  f Δ



SpektralnaGostotaEP[y_, p_, metoda_, Δ_ : 1] := Module{ln},

ln = EstimatedProcess[y, ARProcess[p], ProcessEstimator  metoda];

Abs
1

1 -∑j=1
p

ln["ARComponent"]〚j〛 z-j

2

ln["NoiseComponent"] /. z  
2 π  f Δ



Preizkusimo sedaj spektralno gostoto na sinusnem signalu sin (2π * 0.21) + 0.5 sin (2π * 0.45), vzorčenem v 100 
točkah. Pri risanju moramo biti pozorni na gostoto točk, saj lahko sicer spregledamo vrhove. To nastavimo s 
povečanjem parametra PlotPoints oz. MaxRecursion.
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Opazimo, da se napaka s povečevanjem reda p zmanjšuje, vendar se pri približno p = 6 ustali. Pri zelo velikem 
redu (99) opazimo razcep vrhov. 
Kaj se zgodi s spektrogramom, če k sinusnemu signalu dodamo še Gaussov šum z amplitudo 0,5.
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Vrhova sta se zmanjšala, oziroma potrebujemo višji red, da dobimo isto višino vrha. Prav tako se pojavijo novi 
manjši vrhovi. Preverimo še ločljivost metode na vsoti sinusnih signalov z zelo podobnima frekvencama. Puščice 
prikazujejo frekvence signalov.
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Pri razliki frekvenc za desetinko sta se sicer pojavila dva vrha, a močno zlepljena. Pri razliki frekvenc za stotinko 
se vrh razcepi šele pri ogromnem številu polov. Izkaže se, da se Burgova metoda obnese nekoliko bolje in že pri 
majhnem številu polov razloči oba vrha.
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Metoda deluje, tudi če k signalu dodamo še Gaussov šum z amplitudo 0,5.
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val2.dat in val3.dat

Oglejmo si sedaj spektre iz podatkov. Ponovno opazimo, da Burgova metoda daje ostrejše vrhe. 
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CO2

Pri meritvah CO2 imamo nekaj manjkajočih podatkov. Kaj narediti z njimi? Ker jih je zgolj nekaj, je najenostavneje 
v vmesnih točkah izvesti kar linearno interpolacijo.
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Na podatkih opazimo izraziti trend. To nakazuje, da procesa vsekakor ne moremo obravnavati kot stacionarnega. 
Smiselno je zato najprej odstraniti trend. Spodaj so prikazani različni načini odstranjevanja trenda. V prvem 
primeru je trend (rumeno) zgolj konstanta, v drugem linearna funkcija, v tretjem kvadratna funkcija, v četrtem 
primeru pa je uporabljena funkcija EstimatedBackground, ki z modelom MA poskuša oceniti trend (“ozadje”).
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Frekvenca meritev je 13 na leto. V zgornjem grafu je frekvenčna os prikazana v enotah 1/leto. Opazimo n-letne 
cikle: 1-letni, 2- letni, 3-letni in 5-letni cikel. Odstranitev trenda ima le malo vpliva na metodo DFT, medtem ko 
znatno vpliva pri metodi AR. Dovolj pa je, da odstranimo linearni trend; bolj zapleteni modeli ozadja ne doprine-
sejo bistveno k izboljšavi spektra. 

Na spodnjem grafu pa vidimo, da lahko Burgova metoda lepo izlušči spekter, tudi če ne odstranimo trenda.
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Linearna napoved

Sedaj se vračamo nazaj k linearni napovedi. Obravnavali bomo tri nabore podatkov. Poskusili bomo sestaviti čim 
boljši model, s katerim bomo napovedali del podatkov.

Borza

Začnemo s spodnjimi borznimi podatki. 
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Uporabimo lahko Box-Jenkinsov pristop, pri katerem si ogledamo avtokorelacijsko (ACF) in delno avtoko-
relacijsko (PACF) funkcijo.
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Opazimo, da ACF pada zelo počasi, kar nakazuje na nestacionarnost. To je že na prvi pogled vidno tudi v grafu 
podatkov, saj opazimo trend. Zato obravnavajmo raje diferencirane vrednosti.

10 20 30 40 50
Δt

-0.2

0.2

0.4

0.6

0.8

1.0

ACF

5 10 15 20
Δt

-0.2

-0.1

0.1

0.2

PACF

Z Box–Jenkinsovim postopkom bi lahko sedaj analizirali zgornja grafa in določilo primeren model. Vzemimo kar 
nekaj različnih AR modelov. 
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Opazimo, da sicer pravilno napovemo naraščajoči trend, vendar močno podcenimo začetni padec. V resnici si niti 
nismo obetali kaj veliko od takega preprostega modela. Hipoteza učinkovitega trga (natančneje njena šibka 
različica) namreč pravi, da trenutne cene na trgu odražajo in zajemajo vse javno dostopne informacije. To 
pomeni, da iz preteklih tržnih podatkov nikakor ne moremo napovedovati prihodnjih. Če bi lahko, bi namreč 
udeleženci trga z napovedovanjem (npr. z uporabo nekega AR-modela) regulirali ceno na tak način, da bi pričako-
vani donos padel na nič. Veljavnost hipoteze je sicer še vedno predmet mnogih raziskav.

Wolfovo število

Wolfovo število je kazalnik števila Sončevih peg, kot jih opazimo na Sončevem površju. Značilne so 9–11-letne 
periode.
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Opazimo zelo dolge korelacije. Napoved približno ujame periodo, vendar je razmeroma netočna tudi pri velikem 
številu polov.

Lunine efemeride

Za konec si oglejmo še lunine efemeride, torej njeno deklinacijo.

50 100 150 200
Δt

-1.0

-0.5

0.5

1.0

ACF

5 10 15 20
Δt

-1.0

-0.5

0.5

1.0

PACF

0 500 1000 1500 2000

-20

-10

0

10

20

podatki

AR(15)

AR(5)

AR(2)

Z že nekaj poli dobro zadanemo periodo. Na spodnjem spektru je dobro viden vrh pri periodi približno 14 dni in 
drugi pri približno 26,5 dni.
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